
深度学习
第 1 次课 绪论与机器学习基础回顾

课程编号 WJ64007N
未来技术学院 江伟森
F3b-212 (9月24日开始）



课堂导航

本节课的四个问题

02

01
深度学习是什么

它和人工智能、机器学习有什么关系

02
为什么在今天有效

数据、计算与算法如何共同推动发展

03
基本训练逻辑是什么

数据、模型、损失、优化与评估如何衔接

04
这门课怎么学

16 次课的内容结构与学习要求

0-12 分钟

12-50 分钟

50-82 分钟

82-90 分钟



课程安排

课程基本信息
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3
学分

48
总学时

32
讲授学时

16
讨论学时

授课对象 研究生

授课语言 中文

考核方式 考勤、论文复现，作业与期末考试，比例见下一页

授课时间 每周四下午，5-7节（其中5-6节讲授，第7节讨论）

https://www.wayson.tech/deeplearning课程主页

https://www.wayson.tech/deeplearning


课程安排

课程评分原则
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10%
考勤

随机考勤 2-4 次

30%
作业

共 3 次作业

50%
期末考试

（开闭卷结合，一页纸开卷）

综合考查课程内容

总评成绩 = 考勤成绩 + 论文复现成绩 + 作业成绩 + 期末考试成绩

10%
论文复现报告

1次



课程安排

考勤与补签规则
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正常考勤

1 课堂向在场同学发放不记名唯一 QR code

2 扫码后填写本人姓名并提交

3 每个 QR code 只能提交一次

补签办法

回答 1 次课堂问题

获得 1 个回答问题 QR code

1个回答问题码 = 抵消 1 次缺勤



课程安排

16 次课的内容地图
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第一部分 深度学习基础

第 1-4 次课

绪论与机器学习回顾
前馈网络、反向传播与自动
微分
优化、正则化、归一化与框
架实践

第二部分 主流模型架构

第 5-10 次课

卷积神经网络及视觉任务
注意力、Transformer 与大
语言模型
生成模型、扩散模型与流匹
配

第三部分 学习范式

第 11-16 次课

自监督与迁移学习
多任务、元学习与联邦学习
持续学习与课程总结



课程安排

课程学习目标
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理解 掌握神经网络、训练方法和主流架构的基本原理

分析 比较不同学习范式的问题设定、优势和适用条件

实现 使用 PyTorch 完成模型训练、调试与评估

研究 阅读前沿论文，并将方法与自己的科研问题连接



课程安排

学习方式与课程要求
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•课前快速浏览讲义

•课堂关注问题设定、关键假设和方法之间的联系

•课后跑实验学习课堂内容

•阅读论文时区分贡献、证据、局限与可复现性

建议工具

Python
PyTorch
VS Code

LLMs

工具服务于问题，实验记录决定结果是否可信



课堂互动

先修知识自检
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线性代数

向量、矩阵乘法、范数与特征值

概率统计

随机变量、期望、条件概率与最大似然

机器学习

监督学习、损失函数、过拟合与评估

Python

数组运算、函数、类与基本调试



第一部分

从问题出发理解深度学习
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机器学习让计算机从数据中调整行为
深度学习进一步学习多层表示



概念

人工智能、机器学习与深度学习
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人工智能

机器学习

深度学习

设计或实现智能行为的技术集合

从样本中学习规律

用深度网络模型学习表示和预测



概念

从规则编程到数据驱动学习
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数据与答案 学习算法 可调整的模型

传统规则系统 人写规则，系统按规则执行

机器学习系统 人定义任务和训练过程，模型从样本中调整参数

核心问题：训练数据是否代表真实使用场景



概念

表示学习减少了手工特征设计
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低层 中层 高层

同一个训练目标
可以同时调整

特征提取
中间表示
最终预测

表示是否有用，由任务和数据共同决定



概念

“深”意味着多次非线性变换
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输入 局部模式 组合特征 任务表示 输出

每一层完成一次可学习的变换，并通过非线性激活扩大可表达的函数范围

更深不等于更好：结构、数据、优化和计算预算必须匹配



应用概览

深度学习任务的共同结构
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感知

图像、语音、传感
器信号

理解

分类、检测、分割
、问答

生成

文本、图像、音频
与视频

决策

推荐、控制与科学
发现

任务不同，但都需要把输入映射为可评价的输出



应用概览

视觉任务一：图像分类
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输入 一张图像

输出 类别概率

训练信号 图像与标签

分类只是起点：真实系统还要处理长尾类别、噪声标签与分布变化



应用概览

视觉任务二：检测与分割
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分类

图中有什么

检测

对象在哪里

分割

每个像素属于谁



应用概览

语言任务：把符号映射到连续表示
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连续向量可以表达

•语义相似性

•句法关系

•上下文依赖

•跨语言对应

现代语言模型的表示会随上下文变化



应用概览

生成与多模态任务
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内容保持，视觉风格改变

图像与语言在同一任务中连接

生成模型学习数据分布，并据此产生新样本或条件输出



应用概览

能力边界与常见风险
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分布偏移

训练环境与部署环境不同

虚假相关

模型利用了数据中的捷径

不确定性

高置信度也可能预测错误

资源与责任

计算成本、隐私、公平与安全

研究问题通常从“模型在哪些条件下会失效”开始



历史

深度学习的发展脉络
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1958

感知机

1986

反向传播普及

1998

LeNet-5

2012

AlexNet

2017

Transformer

2020s

大模型与扩散模型

历史不是单线进步：理论、数据与计算条件共同决定方法能否落地



历史

为什么是现在
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数据

更大规模的数据集
更低的采集与存储成本

计算

GPU 与专用加速器
适合并行矩阵运算

算法与软件

更稳定的优化方法
与开源框架

三项条件相互放大：更大的模型需要更多数据和计算，也需要更可靠的软件



工具准备

课程实验环境
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Python

数据处理、实验脚本与可视
化

PyTorch

张量运算、自动微分与模型
训练

Colab

边运行边记录，便于复现实
验

第一周目标：能创建张量、运行前向计算并查看梯度



工具准备

一次可复现的实验流程
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1

固定环境

记录 Python、
PyTorch 与 CUDA 版

本

2

固定随机
性

设置随机种子并保存数
据划分

3

记录配置

保存模型、优化器与超
参数

4

保存结果

保留日志、权重和评估
脚本

复现失败通常不是模型问题，而是环境、数据划分或配置没有被记录



历史

从特征工程到端到端学习
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传统机器学习流程

原始数据 人工特征 分类器 结果

端到端深度学习流程

原始数据
表示学习 + 预测模型

共同训练
结果

端到端学习减少了人工特征设计，但增加了数据、计算与验证要求



第二部分

机器学习基础回顾
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数据 模型 损失 优化 评估

五个要素组成一个可训练、可验证的学习系统



机器学习基础

监督学习的问题设定
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训练数据

𝐷 = {𝑥𝑖 , 𝑦𝑖}
𝑥𝑖：输入

𝑦𝑖：目标输出

模型 𝒇𝜽(𝒙)

学习目标

找到参数 𝜃
使模型在未见样本上
也能给出有用预测

监督学习关心泛化，不只关心记住训练集



机器学习基础

训练集、验证集与测试集
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一个常见的示例划分

训练集
约 70%

验证集
约 15%

测试集
约 15%

训练集

学习模型参数

验证集

选择模型与超参数

测试集

最终估计泛化性能

比例不是规则，关键是避免信息泄漏并匹配真实部署条件



第三部分

数学工具回顾
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标量 向量 矩阵 张量

这些对象构成深度学习计算的基本语言



数学工具

从标量到张量

30

标量 0 阶 𝒙 = 𝟐 一个数

向量 1 阶 𝑥 = [𝒙𝟏, 𝒙𝟐, 𝒙𝟑] 一组有序特征

矩阵 2 阶 𝑿 = ℝ𝒎×𝒏 m 个样本，每个 n 维

张量 3 阶及以上 𝑿 = ℝ𝑩×C×𝑯×𝑾 批次图像

阶数描述轴的数量，shape 给出每条轴的长度



数学工具

向量的基本运算
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x = [1, 2, 3]

y = [4, 0, -1]

逐元素相加

x + y = [5, 2, 2]

标量乘法

2x = [2, 4, 6]

形状必须兼容：不能直接把 3 维向量与 4 维向量相加



数学工具

点积衡量方向的一致程度
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x · y =σ𝒊 𝒙𝒊 𝒚𝒊

[1, 2, 3] · [4, 0, -1] = 1×4 + 2×0 + 3×(-1) = 1

x · y > 0

方向较一致

x · y = 0

相互正交

x · y < 0

方向较相反



数学工具

范数描述向量的大小
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L1 范数

𝒙
𝟏

= ෍

𝒊

|𝒙𝒊|

更强调稀疏性

L2 范数

𝒙
𝟐

= ෍

𝒊

𝒙𝒊
𝟐

欧氏长度

L∞ 范数

𝒙
∞

= 𝒎𝒂𝒙𝒊|𝒙_𝒊|

最大分量

距离可以写成 ||x-y||，不同范数对应不同的几何假设



数学工具

矩阵乘向量完成一次线性变换

34

𝑨 ∈ ℝ𝒎×𝒏 𝒙 ∈ ℝ𝒏 𝒚 = 𝑨𝒙 ∈ ℝ𝒎

每个输出分量都是 A 的一行与 x 的点积

A = [[1,2],[0,-1]],  x = [3,4]  ⇒ Ax = [11,-4]



数学工具

矩阵乘法与空间变换
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𝑨 ∈ ℝ𝒎×𝒏, 𝑩 ∈ ℝ𝒏×𝒑

𝑨𝑩 ∈ ℝ𝒎×𝒑

内侧维度 n 必须一致

缩放 旋转 投影 特征混合

多层线性变换若没有非线性，仍等价于一次线性变换



数学工具

几类常见特殊矩阵
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单位矩阵 I Ix = x 对角矩阵 D 各维度独立缩放

对称矩阵 A=A^T 二次型与协方差常见 正交矩阵 𝑸⊤𝑸 = 𝑰 保持长度和夹角

特殊结构能降低计算量，也能带来更明确的几何解释



数学工具

张量的 shape 表达数据语义
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表格数据

[batch, feature]

图像

[batch, channel, height, width]

文本

[batch, sequence, hidden]

视频

[batch, time, channel, height, width]

很多运行错误来自 shape 不符合预期，而不是公式本身



数学工具

索引与切片
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X[1, 2]

取一个元素

X[1, :]

取一整行

X[:, 1]

取一整列

X[:, :3]  表示保留所有样本，只取前 3 个特征

切片通常返回视图或共享存储，原地修改时要格外小心



数学工具

广播规则：无需显式复制即可完成张量运算
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X ∈ R^(B×D) + b ∈ R^D = Y ∈ R^(B×D)

向量 b 会在批次维上自动扩展，每个样本加上同一个偏置

从最后一个维度向前比较：相等、其中一个为 1，或该维不存在

广播只描述运算逻辑，不一定真的复制内存



机器学习基础

线性模型是最小的可学习系统
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1

2

3

4

5

6

7

1 2 3 4 5 6 7 8

x

y

● 样本 — 预测

ෝ𝒚 = 𝒘⊤𝒙

参数 w 决定方向和尺度
参数 b 决定整体偏移

训练就是用数据选择参数



线性方法

房价预测：从问题到模型
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输入

面积、房龄、位置评分、
楼层

模型

把每个特征乘以一个权重
，再加偏置

输出

预测售价

建模前需要明确：预测对象、可用信息、评价标准和部署场景



线性方法

特征决定模型能看到什么
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特征 单位 含义与风险

面积 x1 平方米 通常与价格正相关

房龄 x2 年 可能与价格负相关

位置评分 x3 0-10 把复杂区位压缩为数值

楼层 x4 层 关系可能不是简单线性

线性模型只会使用我们提供的表示，深度学习会进一步学习表示



线性方法

仿射模型的逐项计算

43

ෝ𝒚 = 𝒘𝟏𝒙𝟏 + 𝒘𝟐𝒙𝟐 + ⋯ + 𝒘𝒏𝒙𝒏 + 𝒃

x_i

输入特征

w_i

特征权重

b

整体偏置

ŷ

模型预测

向量形式：ෝ𝒚 = 𝒘⊤𝒙 + 𝒃



线性方法

线性模型也是单层神经元

44

…

Σ

加权求和 + 偏置

ŷ

在加权和之后接入非线性，再堆叠多层，就得到神经网络

𝑤1

𝑤2

𝑤3

𝑤𝑛

𝑥𝑛

𝑥1

𝑥2

𝑥3



线性方法

残差连接预测与真实值
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真实值 y 预测值 ŷ 误差 e = y - ŷ

例：真实房价 300 万，模型预测 270 万，则残差为 30 万

训练需要把许多样本的残差汇总成一个目标函数



线性方法

批量预测的矩阵形式

46

X ∈ R^(n×d) w ∈ R^d ŷ = Xw + b

n 个样本 d 个参数 同时得到 n 个预测

𝑴𝑺𝑬 𝒘, 𝒃 =
𝟏

𝒏
𝒚 − 𝑿𝒘 − 𝒃

𝟐

向量化让 GPU 一次处理整批样本



线性方法

闭式解与迭代优化
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闭式解

𝒘∗ = 𝑿⊤𝑿 −𝟏𝑿⊤𝒚

• 线性最小二乘可直接求解

• 维度高时求逆代价大

• 矩阵可能不可逆或病态

迭代优化

从初始参数出发，反复降低损失

• 适用于大规模和非线性模型

• 可以使用小批次数据

• 需要学习率和停止条件

深度学习几乎都依赖迭代优化



机器学习基础

损失函数把误差变成可优化的数值

48

单样本误差

ℓ(𝒚, ෝ𝒚)

整套数据的平均损失

𝑳 𝒘 =
𝟏

𝒏
෍

𝒊

ℓ(𝒚𝒊, ෝ𝒚𝒊)

训练目标

选择 𝒘使 𝑳(𝒘)尽量小

回归常用均方误差 分类常用交叉熵

损失函数隐含了我们希望模型重视什么



机器学习基础

梯度下降沿局部斜率更新参数
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0

5

10

15

20

-4 -3 -2 -1 0 1 2 3 4

theta

J

𝒘+ = 𝒘 − 𝜼𝛁𝐋(𝒘)

𝜼太小 收敛慢

𝜼 太大 震荡或发散

学习率控制每一步走多远



优化基础

导数与梯度

50

一维函数

dJ/dw

当前点的局部斜率

多维函数

∇J(w)

每个参数偏导数组成的向量

更新方向

-∇J(w)

局部下降最快的方向

梯度只提供当前位置的局部信息，需要反复计算和更新



优化基础

一次梯度更新的数值例子
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当前参数

w = 4

梯度

dJ/dw = 6

学习率

η = 0.1

新参数

w = 3.4

𝒘+ = 4 - 0.1 × 6 = 3.4

下一步要在 w=3.4 处重新计算梯度



优化基础

三种梯度估计方式

52

批量梯度下降 每次使用全部训练样本 方向稳定，单次成本高

随机梯度下降 每次使用 1 个样本 更新频繁，噪声较大

小批量 SGD
(也可以叫随机梯度下降)

每次使用一小批样本 计算效率和噪声之间折中

深度学习默认采用小批量训练



优化基础

批大小影响速度、显存与噪声

53

较小 batch

•显存占用较低

•梯度噪声较大

•单步快但并行度有限

•每个 epoch 更新次数多

较大 batch

•更充分利用并行计算

•梯度估计更稳定

•需要更多显存

•学习率常需同步调整

batch size 是计算资源与优化行为共同决定的超参数



机器学习基础

分类模型输出各类别的概率

54

输入 x

模型
输出类别分数

softmax

猫

72%

狗

21%

其他

7%

概率需要校准，最高概率也不等于一定正确



分类基础

回归与分类解决不同问题

55

回归

输出连续数值

房价、温度、剩余寿命

常见损失：MSE、MAE

分类

输出离散类别

猫狗识别、故障类型、文本主题

常见损失：交叉熵

同一个输入表示可以连接不同的输出层与损失函数



分类基础

分类器先输出分数，再决定类别

56

logits = Wx + b

猫：2.1 狗：1.0 其他：-0.5

argmax 选择最大分数，因此预测类别为“猫”



分类基础

One-hot 编码表示类别标签

57

类别集合

[猫, 狗, 其他]

真实类别：狗

k = 1

One-hot

y = [0, 1, 0]

只有真实类别位置为 1，其余位置为 0

实际代码通常直接保存类别索引，不需要显式构造 one-hot 向量



分类基础

交叉熵只关注真实类别的概率

58

𝑳 =  − ෍

𝒌

𝒚𝒌log 𝒑𝒌

若真实类别是狗，y = [0,1,0]

L = -log p_狗

p_狗 越接近 1，损失越小；越接近 0，惩罚越大



分类基础

分类中为什么通常不用平方损失

59

平方损失

•把类别概率当作普通连续数值

•与 softmax 组合时梯度可能较弱

•概率解释不够自然

交叉熵

•来自分类分布的最大似然

•直接提高真实类别的对数概率

•与 softmax 组合计算稳定

选择损失函数等于选择模型应当如何看待错误



机器学习基础

一次训练迭代的计算图

60

取一个批次 前向计算 计算损失

反向传播更新参数

重复多个批次和多个 epoch，直到达到停止条件



机器学习基础

过拟合表现为训练与验证性能分离

61

0.0

0.25

0.50

0.75

1.00

1.25

1 2 3 4 5 6 7 8 9 10

epoch

损失

● 训练损失 ● 验证损失

欠拟合 训练集也表现较差

合适容量 验证性能最好

过拟合
训练继续变好，验证
变差

正则化、数据增强和早停都在改善泛化



机器学习基础

评估指标必须与任务目标一致

62

回归 MAE / MSE 误差尺度与异常值敏感性

分类 准确率 / 精确率 / 召回率 类别不平衡与错误代价

排序与检索 Recall@K / NDCG /MRR 前几个结果是否最重要

生成 自动指标 + 人工评估 质量、事实性与多样性

一个数字不能替代误差分析



课堂练习

例题：完成一次线性回归前向计算

63

给定 x=[2,3],  w=[0.5,-1],  b=4,  y=1

1 预测 ŷ = w^T x + b = 0.5×2 - 1×3 + 4 = 2

2 残差 e = y - ŷ = 1 - 2 = -1

3 平方损失 L = (y-ŷ)² = 1

思考：怎样调整 w 或 b 才能让预测从 2 靠近 1？



课堂练习

例题：从 logits 到交叉熵

64

logits = [2, 1, 0]，真实类别为第 1 类

指数 [e², e¹, e⁰] ≈ [7.39, 2.72, 1.00]

概率 p ≈ [0.665, 0.245, 0.090]

损失 L = -log(0.245) ≈ 1.41

模型把最高概率给了第 0 类，因此对真实类别的损失较大



课堂互动

三道快速检查题

65

1 为什么深度网络需要非线性激活？

2 验证集与测试集的职责有什么不同？

3 训练损失下降，验证损失上升说明什么？

独立思考 3 分钟



总结

本节课的三条主线

66

深度学习 用多层神经网络从数据中学习表示和预测

训练逻辑 数据、模型、损失、优化与评估构成闭环

研究视角 能力与失效条件同样重要，泛化是核心目标

下一次课：前馈神经网络、反向传播与自动微分
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  D = {  x i ,    y i }


   x i


   y i


   𝒇 𝜽 ( 𝒙 )


  𝜃


  𝒙 = 𝟐


  x = [  𝒙 𝟏 ,    𝒙 𝟐 ,    𝒙 𝟑 ]


  𝑿 =  ℝ  𝒎 × 𝒏


  𝑿 =  ℝ  𝑩 × C × 𝑯 × 𝑾


   ∑ 𝒊   𝒙 𝒊     𝒚 𝒊


     |   | 𝒙 | | 𝟏 =  ∑ 𝒊  |  𝒙 𝒊 |


     |   | 𝒙 | | 𝟐 =    ∑ 𝒊   𝒙 𝒊 𝟐


     |   | 𝒙 | | ∞ = 𝒎 𝒂  𝒙 𝒊 | 𝒙 _ 𝒊 |


  𝑨 ∈  ℝ  𝒎 × 𝒏


  𝒙 ∈  ℝ 𝒏


  𝒚 = 𝑨 𝒙 ∈  ℝ 𝒎


  𝑨 ∈  ℝ  𝒎 × 𝒏 , 𝑩 ∈  ℝ  𝒏 × 𝒑


  𝑨 𝑩 ∈  ℝ  𝒎 × 𝒑


   𝑸 ⊤ 𝑸 = 𝑰


   𝒚 ^ =  𝒘 ⊤ 𝒙


   𝒚 ^ =  𝒘 𝟏  𝒙 𝟏 +  𝒘 𝟐  𝒙 𝟐 + … +  𝒘 𝒏  𝒙 𝒏 + 𝒃


   𝒚 ^ =  𝒘 ⊤ 𝒙 + 𝒃


   w 1


   w 2


   w 3


   w n


   x n


   x 1


   x 2


   x 3


  𝑴 𝑺 𝑬  (  𝒘 , 𝒃 ) =  𝟏 𝒏    |   |  𝒚 − 𝑿 𝒘 − 𝒃 | | 𝟐


   𝒘 ∗ =    (   𝑿 ⊤ 𝑿 )  − 𝟏  𝑿 ⊤ 𝒚


  ℓ ( 𝒚 ,  𝒚 ^ )


  𝑳  ( 𝒘 ) =  𝟏 𝒏  ∑ 𝒊  ℓ (  𝒚 𝒊 ,    𝒚 ^ 𝒊 )


  𝒘


  𝑳 ( 𝒘 )


   𝒘 + = 𝒘 − 𝜼 𝛁 𝐋 ( 𝒘 )


  𝜼


  𝜼


   𝒘 +


  𝑳   =   −  ∑ 𝒌   𝒚 𝒌 log    𝒑 𝒌

